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principi i TeHNIKE FAZI i neuro MODELIRANJA 

Autor: Boban Anđelković

Vrste fazi modela

Ekspertni sistemi veštačke inteligencije su lanci znanja povezani medjusobnim pravilima. Pretraživanje, tokom zaključivanja, odvija se u svim pravcima (gore, dole i po širini) i grana se kroz strukturu baze znanja, nalik drvetu. Sa porastom dubine pretraživanja raste i širina "drveta". Ovi sistemi su neinteraktivni.

Fazi sistemi nemaju veliki broj razgranatih pravila, ali su potpuno interaktivni. Svako pravilo za zaključivanje, samo za sebe, predstavlja fazi ekspertni sistem, ali u nekoj meri, tj. sa nekim stepenom značaja.

Uporedimo zaključivanje koje se odvija u sistemu veštačke inteligencije i fazi zaključivanje (Sl. 1):

Pri zaključivanju u sistemu veštačke inteligencije
· prvo se vrši zaokruživanje svake činjenice na vrednost tačno ili netačno (1 ili 0), prema pravilima koja važe za odredjeni sistem

· koriste se tačni iskazi da bi se izačunale vrednosti ili odredile posledice iskaza

· zatim se pretraživanjem niz drvo pravila ekspertnog sistema dolazi do prave odluke tj. zaključka.

Nešto napredniji sistemi veštačke inteligencije pretraživanje kroz bazu znanja vrše uz primenu algoritama koji uzimaju u obzir faktor nesigurnosti ili koriste algoritme za heurističko pretraživanje (zasnovano na iskustvu).

Fazi zaključivanje ocenjuje važnosti svih činjenica različitim stepenom pripadnosti, u intervalu 
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. Pri tome se ne koriste pravila pri donošenju zaključaka već principi. U procesu fazi zaključivanja odredjuje se sa kakvim stepenom fazi činjenice utiču na veliki broj neodredjenih principa. Umesto pravila koja važe pri donošenju zaključaka, kod zaključivanja veštačkom inteligencijom, postoji veći broj mogućih pravila, tj. principa. Uopšteno gledajući, fazi zaključivanje ne može da se predstavi jednom tačnom zavisnošću.

Razlika izmedju odlučivanja veštačkom inteligencijom i fazi zaključivanja svodi se na razliku izmedju pravila i principa. Pravila se primenjuju u stilu "sve ili ništa". Principi imaju dimenziju koju pravila nemaju, dimenziju težine ili važnosti ili, kraće rečeno, principi su naziv za opštiju kategoriju koja se karakteriše sa: prilagodjavanje i primenjivanje novih pravila. Principi usmeravaju dok pravila odredjuju:

Pravila samo odredjuju tj. definišu rezultate. Kada se javi neki neočekivan rezultat, pravilo se napušta ili menja. Principi ne rade na taj način, oni samo navode na zaključke, ali ne konačno, i opstaju nepromenjeni sve dok ne budu prevazidjeni.

Pravilima se procesi i zakonitosti posmatraju u crno – belom svetlu. Oni naglo nastaju i nestaju. 

Svaki princip dozvoljava postojanje čitavog spektra izuzetaka. Svi principi se drže zajedno sa nekim stepenom u svakoj odluci, baš kao što sva fazi pravila doprinose do krajnjeg zaključka ili odluke.

Sisteme veštačke inteligencije zovemo sistemima zasnovanim na pravilima jer se sastoje od baze pravila i sistema za zaključivanje.

U modernoj teoriji fazi sistemi se nazivaju i sistemi zasnovani na fazi pravilima. Fazi pravila pokazuju kako celina izlaznih veličina može da zavisi od celine ulaznih veličina. Mnoge aplikacije zahtevaju samo par fazi pravila za veoma precizan i dobar sistem kontrole ili proračuna.

Neuro i fazi sistemi razlikuju se i po načinu na koji se izračunavaju vrednosti funkcija, prema vrsti podataka  koje koriste, po tome kako se prikazuju i memorišu podaci, kao i po načinu na koji se vrši povezivanje vrednosti ulaznih i izlaznih veličina.

Ove razlike se primećuju još u toku formiranja sistema. Neuro sistemi zahtevaju definisanje nelinearnog dinamičkog sistema, dovoljan broj numeričkih podataka tj. primera za treniranje neuronske mreže i sam proces treniranja na osnovu dinamičkog sistema.

Fazi sistem zahteva samo delimično popunjenu matricu lingvističkih pravila. Ovo je neuporedivo jednostavnije od projektovanja i treniranja neuronskih mreža. 

Koji je sistem, neuro ili fazi, lakše primeniti za konktretni problem, zavisi od prirode problema i od karaktera podataka, tj. da li su u pitanju numeričke vrednosti ili ne, i da li su podaci struktuirani.

Fazi sistemi izračunavaju vrednosti funkcija na osnovu fazi pravila, a neuronske mreže, na osnovu tačaka sa numeričkim karakteristikama.
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Sl. 1 Neke osobine neuronskih mreža i fazi sistema
Klastering – grupisanje podataka
Klastering je izdvajanje prirodnih grupa podataka iz većeg skupa podataka sa ciljem da svaki centar klastera tj. grupe, predstavlja prototip podatak karakterističnog ponašanja proučavanog sistema za unapred zadatu okolinu, tj. klaster. Pod klasterom podrazumevamo konačan broj sličnih tačaka koje se mogu svrstati u istu grupu, po nekoj ili više, karakterističnih osobina Centar klastera se može smatrati predstavnikom jedne grupe podataka. On zamenjuje grupu podataka i predstavlja osnov za formiranje pravila ponašanja proučavanog problema. Na ovaj način se veliki broj, obično eksperimentalnih podataka, svodi na manji broj reprezentativnih centara klastera i proučavanje nastavlja sa manjim brojem podataka. Proces grupisanja eksperimentalnih tačaka u klastere se vrši nakon klaster analize. Klaster analiza je statistička klasifikaciona tehnika za istraživanje kvantitativne mere više karakterističnih osobina po kojoj će se pojedini predstavnici skupa tačaka razlikovati i grupisati.

Klasična klaster analiza se zasniva na stepenu pripadnosti svake tačke odredjenom klasteru na osnovu relacije
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– tačka k eksperimentalnog skupa podataka
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Prednosti ovakve tehnike su značajne. U suprotnosti sa direktnim, matematički neobradjenim eksperimentalnim podacima, fazi logička pravila se mogu formirati i analizirati u pravom smislu. Ova obrada podataka je neophodna, prvenstveno, iz dva razloga:

· uklanjaju se nepotrebni slični podaci

· rešavaju se kontradiktorni rezultati merenja, tj. podataka

Ako u osnovnim podacima postoji odredjeni stepen nekonzistencije, algoritam za formiranje fazi pravila će pokušavati da obezbedi rešenje koje odgovara srednjoj vrednosti nekonzistentih podataka kako bi se dobila najmanja greška modela. Za male vrednosti nekonzistentih podataka ovo neće biti problem, ali bi se u suprotnom slučaju, za velike vrednosti nesaglasnih podataka, dobili veoma loši fazi modeli. Da bi se ovakva situacija eliminisala, potrebno je ove podatke ukloniti, tj. eliminisati pri formiranju fazi modela.

Kako bismo ilustrovali funkciju grupisanja podataka tj. klastering tehniku, pretpostavimo skup podataka sa jednom ulaznom i jednom izlaznom promenljivom veličinom. Na Sl. 2 predstavljena je grupa podataka koju analiziramo. Većina podataka se nalazi rasporedjena u tri logične grupe. Svaka od ovih grupa se naziva klaster. Svaki klaster ima svog predstavnika, podatak koji zamenjuje sve podatke odgovarajuće grupe. Na ovaj način se broj potrebnih podataka smanjuje na 3. Treniranje neuro – fazi mreže će se odvijati samo sa ova tri karakteristična podatka a ne sa celom grupom početnih podataka. Sa samo tri tipična podatka, vreme obučavanja neuro – fazi sistema je mnogostruko kraće nego što bi to bilo sa originalnim podacima. U slučaju da je originalni set podataka korišćen za obučavanje, svi podaci bi se tretirali sa istom težinom i obučavanje bi trajalo neuporedivo duže. Dobijeni skup fazi pravila bi bio mnogo složeniji. Ovakvo predstavljanje proučavanog sistema može da posluži za generaciju Sugeno-tipa fazi sistema zaključivanja koristeći najmanji broj pravila.
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Sl. 2 Grupisanje podataka

Drugi cilj grupisanja tj. klastering tehnike, je mnogo značajniji. Radi se o identifikaciji i analizi kontradiktornih podataka za ispitivani problem. U navedenom primeru, usamljena tačka ne može biti grupisana u neki od ponudjenih klastera. Njena udaljenost od susednih klastera je prevelika za grupisanje i zato bi trebalo da se ukloni iz skupa podataka. U suprotnom slučaju, neće biti moguće izvesti jasna fazi pravila iz zadatih podataka.

Proces formiranja klastera se bazira na sličnosti odgovarajućih podataka. Sličnost se, veoma često, definiše kao tačnost podataka. Tačnost je vektor čija je dimenzija jednaka zbiru broja ulaznih i izlaznih podataka.

Prvi korak svakog algoritma za formiranje klastera je izračunavanje geometrijske udaljenosti svih tačaka proučavanog skupa. Sve tačke sa udaljenošću koja je manja od zadatog vektora tačnosti označavaju se i grupišu. Par tačaka sa najmanjom medjusobnom udaljenošću se zamenjuje novom tačkom. Postojeći par tačaka, koji služi za formiranje nove tačke, briše se iz skupa podataka. Dodaje se nova tačka iz skupa podataka i procedura analize ponavlja.

One tačke čiji je ulazni vektor sličan sa ostalim tačkama odredjenog klastera a izlazni vektor različit od izlaznog vektora pripadajućeg klastera, označavaju se kao konfliktne tačke. Od dve konfliktne tačke, samo jedna se bira kao odgovarajuća reprezentativna tačka.

Fazi klastering

U poredjenju sa prethodnom metodom odredjivanja sličnosti tačaka, fazi klastering tehnika koristi novi metod za proračun sličnosti na osnovu činjenice da svaka tačka iz skupa podataka pripada klasteru sa nekim stepenom pripadnosti koji je definisan funkcijom pripadnosti.

Ovu tehniku je prvi put primenio Jim Bezdek [53] kao proširenje standardnih metoda klasteringa. Primenjeni metod obezbedjuje poces grupisanja podataka u odredjeni broj različitih klastera. Ova iteraciona procedura je zasnovana na minimizaciji funkcije koja predstavlja geometrijsko rastojanje od bilo koje zadate tačke do klaster centra, ali uz dodatni težinski faktor na osnovu funkcije pripadnosti analizirane tačke. Rastojanje izmedju dve ispitivane tačke skupa podataka promenljive 
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 se računa kao minimalna negativna vrednost sličnosti
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a stepen pripadnosti svake tačke nekom klasteru kao
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gde je 
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– rastojanje tačke k od klaster centra i
Dve tačke koje imaju najmanju vrednost 
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Smatrajmo sledeće zaključcima prethodno iznesenih činjenica:

· fazi logički sistem može da aproksimira bilo koji nelinearni ili linearni problem

· predstavljanje fazi logičkog sistema je u lingvističkoj formi

· ljudsko iskustvo i eksperimentalni podaci mogu biti direktno korišćeni za formiranje ovakvih sistema

· tipični uzorci mogu biti direktno obradjivani i konvertovani fazi neuro tehnikama u fazi sisteme zaključivanja

· realni uzorci moraju biti prethodno obradjeni odgovarajućim klastering tehnikama kako bi se dobili tipični uzorci koji su pogodni za dalju izgradnju fazi sistema
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Sl. 3 Načini obrade informacija kod fazi i neuro – fazi sistema

identifikacija strukture fazi sistema sa optimalnim brojem pravila

Nakon postupka obrade podataka nekom od klastering tehnika, neophodno je odrediti strukturu fazi sistema sa optimalnim brojem pravila. Jedan od mogućih scenarija za postizanje ovog cilja je sledeći:

· u klastering proceduri, potrebno je varirati parametar radijusa r u smislu smanjenja njegove vrendosti. Interval vrednosti radijusa je 
[image: image15.wmf][

]

1

,

0


· za svaki radijus r se formira odgovarajući fazi model. Performanse modela se ispituju na osnovu dva kriterijuma:

· broj pravila i parametara kojima se meri jednostavnost modela

· vrednosti srednje kvadratne greške ili korena srednje kvadratne greške kojom se meri tačnost modela:

4
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m je broj parova podataka,
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S obzirom na, ponekad, kontradiktorne zahteve koji ovi kriterijumi mogu da proizvedu, neophodan je kompromis kriterijuma jednostavnosti i tačnosti. Definisanje kompromisa tj. složenog kriterijuma za odlučivanje, zavisi od konkretnog problema i nije ga moguće generalisati.



Sl. 4 Algoritam za optimizaciju broja pravila fazi sistema

uprošćenje pravila na osnovu sličnosti fazi skupova

Slični fazi skupovi, koji predstavljaju saglasne koncepte, mogu se spojiti tako da se dobije novi fazi skup, koji je jednostavniji i koji zamenjuje slične fazi skupove u bazi pravila. Ovim postupkom se smanjuje broj različitih fazi skupova i dobija interpretabilniji fazi sistem. Metod uprošćavanja baze pravila na osnovu sličnosti fazi skupova predložen je u [52].
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Sl. 5 Algoritam za pojednostavljenje fazi sistema na bazi sličnosti fazi skupova

Pojednostavljenje fazi sistema na osnovu sličnosti ne prouzrokuje obavezno smanjenje broja pravila. Primarni cilj ovog uprošćavanja pravila je povećanje interpretabilnosti celog sistema zaključivanja. Naime, sva razmatranja ostvarenih rezultata ovakvih istraživanja imaju jedan važan cilj: nakon formiranja i podešavanja parametara svakog fazi sistema zaključivanja, rezultati bi trebalo da budu transformisani u naučno prihvatljivu informaciju, koja kvalitativno opisuje novo znanje.

Mera sličnosti medju fazi skupovima može se definisati na različite načine. Jedna od mogućih varijanti ove mere je:
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Za diskretne promenljive ova mera sličnosti postaje:


[image: image22.wmf](

)

(

)

(

)

[

]

(

)

(

)

[

]

å

å

=

=

m

Ú

m

m

Ù

m

=

m

j

j

B

j

A

m

j

j

B

j

A

x

x

x

x

B

A

S

1

~

~

1

~

~

~

,

~


(6)
S može da poprima vrednosti u intervalu 
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tj. skupovi se poklapaju, i 
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Sl. 6 Presek fazi skupova 
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Sl. 7 Unija fazi skupova 
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Postavlja se praktično pitanje: Kolika je vrednost mere sličnosti S pri kojoj će se izvršiti spajanje sličnih skupova? Obično se spajanje skupova vrši kada mera njihove sličnosti premaši definisani prag. Pogodna vrednost praga sličnosti je 0,5, mada se mogu usvojiti i druge vrednosti praga. Optimalan izbor je pitanje praktične primene i željenih stepena složenosti. Preporučuje se opseg vrednosti 
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. Obično manje vrednosti definišu manji stepen spajanja skupova.

Spajanjem fazi skupova smanjuje se broj lingvističkih termina u fazi sistemu, a samim tim se postiže i osnovni cilj ove tehnike – interpretabilnost i transparentnost fazi sistema.

FAZI PRAVILA I ZAKLJUČIVANJE

Fazifikacija

Fazifikacija je u uskoj vezi sa nepreciznošću koja se javlja u realnom svetu. Pojam fazifikacije se može definisati kao proces preslikavanja diskretnih vrednosti posmatranog ulaznog prostora u odgovarajuće lingvističke vrednosti fazi skupova tj. fazi prostora. Nakon ove transformacije, može se upotrebiti fazi sistem zaključivanja. Osnovna arhitektura jednog fazi sistema zaključivanja data je na slici Sl. 8. U slučajevima kada ulazni prostor sadrži više od jedne promenljive veličine, postupak fazifikacije je složeniji, obavlja se za svaku ulaznu promenljivu posebno.

Diskretizacija prostora u kojem je definisana logička promenljiva može se vršiti i subjektivnim procenjivanjem. Psiholingvistička istraživanja pokazuju da se, u tu svrhu, najčešće koriste skale subjektivnih ocena sa 5 ili 7 vrednosti. Tabela 1 pokazuje skale sa 3,5 i 7 lingivstičkih vrednosti.

Tabela 1 Skale lingvističkih vrednosti

	Tip skale

	3
	5
	7

	Lingvistička vrednost
	Vrednost skale
	Lingvistička vrednost
	Vrednost skale
	Lingvistička vrednost
	Vrednost skale

	
	
	
	
	Veoma malo
	1

	Malo
	1
	Malo
	1
	Malo
	2

	
	
	Srednje malo
	2
	Srednje malo
	3

	Srednje
	2
	Srednje
	3
	Srednje
	4

	
	
	Srednje veliko
	4
	Srednje veliko
	5

	Veliko
	3
	Veliko
	5
	Veliko
	6

	
	
	
	
	Veoma veliko
	7


Preklapanje funkcija pripadnosti pojedinih lingvističkih vrednosti, predstavlja lingvističku promenljivu sigurnom.



Sl. 8 Princip rada fazi sistema zaključivanja

Sistem fazi zaključivanja

Sistem fazi zaključivanja je proces formiranja veze datih ulaznih fazi veličina i izlazne fazi veličine korišćenjem fazi logike. U literaturi se ovaj proces naziva i aktivacijom.

Ovakav sistem zaključivanja se može uspešno primeniti u raznim oblastima ljudske delatnosti – automatska kontrola, klasifikacija podataka, analiza i odlučivanje, ekspertni sistemi i proračuni...Zbog svoje multidisciplinarne prirode, sreće se pod raznim nazivima i pokriva različite oblasti: sistem baziran na fazi pravilima, fazi ekspertni sistem, fazi modeliranje, fazi asocijativna memorija FAM, fazi logički regulator ili, jednostavno, fazi sistem.

U fazi logici, koriste se produkciona pravila, ključnim rečima IF – THEN :

IF A, THEN B
Ovo se može predstaviti na sledeći način (Sl. 9)

 SHAPE  \* MERGEFORMAT 



Sl. 9 Produkciona pravila fazi sistema

Proces donošenja zaključaka na osnovu fazi pravila, činjenica i njihovog značenja naziva se fazi zaključivanje – "fuzzy inferencing" a ceo sistem – fazi sistem zaključivanja ("fuzzy inferencing system" – FIS).

Lingvistički modeli predstavljaju fazi baze znanja. Koristeći raspoložive baze znanja, u procesu fazi zaključivanja generišu se odgovarajući zaključci, tj. rešenja postavljenog problema. U praksi se primenjuju dva lingvistička modela. Prvi model je svojstven po primeni operatora AND u povezivanju premisa, a drugi po primeni operatora OR:


IF (premisa A1)



AND (premisa A2)



AND (premisa A3)



....


THEN (posledica X)

i 


IF (premisa A1)



OR (premisa A2)



OR (premisa A3)



....


THEN (posledica X)

Ovakvim fazi pravilima, ulazne fazi promenljive preslikavaju se u izlazne fazi promenljive. Način opisivanja ovih operatora oslanja se na načina opisivanja skupova. Smisao operatora AND i OR je sledeći:

· Istinitost iskaza kod kojih se koristi operator AND kao veza premisa odgovara minimumu stepenu istinitosti pojedinačnih iskaza – pravilo minimuma za AND veze, tj. Mamdanijevo pravilo minimuma)

· Istinitost iskaza kod kojih se koristi operator OR kao veza premisa odgovara maksimumu stepenu istinitosti pojedinačnih iskaza (pravilo maksimuma za OR veze)

Za formiranje posledičnog fazi skupa, najčešće se koriste:

· MAX – MIN zaključivanje (Sl. 10)
· MAX – PROD zaključivanje (Sl. 11) 



Sl. 10 MAX – MIN zaključivanje 

Kod MAX – MIN zaključivanja odseca se lingvistička vrednost zaključka u visini stepena pripadnosti dok se kod MAX – PROD zaključivanja lingvistička vrednost zaključka množi sa prethodno odredjenim stepenom pripadnosti.



Sl. 11 MAX – PROD zaključivanje
Postoje dva osnovna tipa sistema fazi zaključivanja: tip Mamdani i tip Sugeno.

Mamdani fazi sistem zaključivanja je najčešće primenjen postupak fazi metodologije. Mamdanijev metod je prvi primenjen i izgradjen sistem za kontrolu korišćenjem fazi teorije. Predstavljen je 1975 god. u nameri da se reguliše generator pare sa rezervoarom skupom lingvističkih kontrolnih pravila koja je definisala grupa eksperata. Mamdanijev napor je baziran na radovima Lofti Zadeha iz 1973 o primeni fazi algoritama na kompleksne sisteme i o procesu odlučivanja.

Mamdanijev tip sistema fazi zaključivanja pretpostavlja da je izlazna veličina procesa zaključivanja fazi skup. Ovakav fazi skup zahteva agregacioni proces u postupku defazifikacije. U mnogim slučajevima je potrebno koristiti jednu vrednost, singlton,  kao izlazni fazi skup za svako pravilo zaključivanja a ne distribuirani fazi skup. Ovakvo pojednostavljenje ubrzava računski postupak prilikom defazifikacije i čini zaključivanje efikasnijim. Umesto integracionog postupka dvodimenzionalne izlazne funkcije, koristimo samo težinske faktore pojedinačnih izlaznih tačaka.

Sugeno model podržava ovakav tip izlaznih funkcija tj. podataka i, u osnovi, je veoma sličan Mamdani modelu fazi zaključivanja. Sličnost oba modela zaključivanja se sastoji u istom pristupu fazifikaciji ulaznih veličina i primeni fazi operatora. Glavna razlika se uočava u tipu izlazne funkcije pripadnosti, koja se, u slučaju Sugeno modela, javlja samo kao linearna funkcija ili konstanta.

Tipično pravilo zaključivanja Sugeno modela nultog reda, je sledeće:

If 
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 and 
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gde su A i B fazi skupovi premisa a k tačna, tj. crisp vrednost (konstanta) posledice.

Sugeno model 1. reda je proširenje prethodnog modela tako da se u posledičnom delu pravila pojavljuje linearna funkcija umesto konstantne vrednosti:

If 
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Takagi–Sugeno–Kang (TSK) model je nazvan po imenima njegovih tvoraca. Uzročni deo je uvek fazi iskaz na bazi lingvističkih promenljivih, a u akcionom delu pravila, umesto fazi skupa nalazi se linearna funkcionalna zavisnost izlaza i ulaza. Ovaj model pripada grupi modela koji se uobičajeno nazivaju fazi modeli zasnovani na pravilima.

Izlazni skup može biti singleton, ali može biti i linearna kombinacija ulaznih promenljivih ili čak i funkcionalna zavisnost ulaznih promenljivih. Struktura opšteg TSK modela je:
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(10)

ili jednostavnije:

If <uzročno pravilo> then <posledično pravilo>
(11)

TSK modeli predstavljaju prirodnu vezu izmedju fazi i crisp vrednosti tj. kvalitativnih i kvantitativnih oblika informacija i omogućavaju njihovu integraciju u sistem znanja. Posledični deo pravila je, na neki način, opšteg karaktera, jer se u svom posebnom vidu nultog stepena, svodi na fazi model sa singleton fazi skupom.

Defazifikacija

Defazifikacija je proces izvodjenja tačnog rezultata iz fazi skupa. Ulazna veličina procesa defazifikacije je fazi skup, a izlaz – jedna, tačna vrednosti iz fazi skupa. Razvijen je niz metoda za defazifikaciju. Neke od njih su:

1. Metoda težišta COG (Centre of gravity) ili COA (Centre of area)

2. Metoda srednje vrednosti maksimuma MOM (Mean of maxima)

3. Metoda maksimuma – leva visina LMAX (Leftmost maximum)

4. Metoda maksimuma – desna visina RMAX (Rightmost maximum)

5. Metoda polovljenja prostora – BOA (Bisector of area)

Metoda težišta COG (Sl. 12) je najšire primenjivana metoda defazifikacije. Po ovoj metodi tačna vrednosti zaključivanja je vrednost težišta površine ograničene funkcijom pripadnosti koja je dobijena fazi zaključivanjem. U slučaju diskretnog prostora izlazne promenljive, defazifikovani izlaz se izračunava prema sledećem izrazu
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gde je n broj nivoa kvantizacije.



Sl. 12 Metoda težišta

U slučaju kontinualne promenljive, defazifikovani izlaz se računa kao
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Metoda srednje vrednosti maksimuma MOM (Sl. 13), formira tačnu vrednost izlazne promenljive kao srednju vrednost lokalnih vrednosti u kojima funkcija pripadnosti postiže maksimalnu vrednost. Defazifikovani izlaz se računa kao
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Sl. 13 Metoda srednje vrednosti maksimuma
Metoda maksimuma daje tačnu vrednost izlazne promenljive kao vrednost tačke u kojoj funkcija pripadnosti generisanog fazi rešenja dostiže maksimalnu vrednost. Postoje dve varijante ove metode. LMAX metoda (Sl. 14) za tačku rešenja uzima prvu, tj. manju vrednost promenljive (prva tačka sa leve strane posmatranih dijagrama izlaznog fazi rešenja). RMAX metoda (Sl 15) za tačku rešenja uzima zadnju tačku u kojoj funkcija pripadnosti ima maksimalnu vrednost (krajnja tačka sa desne strane posmatranih dijagrama).



Sl. 14 Metoda levog maksimuma


Sl 15 Metoda desnog maksimuma

Metoda polovljenja prostora BOA formira tačnu vrednost izlazne promenljive, kao vrednost apscise vertikalne linije koja deli prostor, ispod krive pripadnosti, na dva jednaka dela. Složenost proračuna je visoka a rezultati, nekada, mogu biti dvosmisleni i neupotrebljivi. Ovaj metod se redje primenjuje.

neuronske mreže

Istorijat razvoja neuronskih mreža

Početak neuro-računarstva obično se vezuje za 1943. godinu i članak Warrena McCullocha i Waltera Pittsa “Logički račun ideja svojstvenih nervnoj aktivnosti”. Kibernetičar Norbert Winer i matematičar John von Neumann su smatrali da bi istraživanja na polju računarstva, inspirisana radom ljudskog mozga, mogla biti izuzetno zanimljiva. Knjiga Donalda Hebb-a iz 1949. godine “The Organization of behavior” (Organizacija ponašanja) iskazuje ideju da je klasično psihološko uslovljeno ponašanje prisutno kod svih životinja, jer je ono svojstvo neurona. Ova ideja nije bila nova, ali ju je Hebb više razradio od prethodnika, predlažući određeni zakon učenja za sinapse, a pomoću njega je izveo kvalitativno objašnjenje nekih eksperimentalnih rezultata iz psihologije. 

Početkom pedesetih godina, najviše uticaja na dalji razvoj neuronskih mreža je imao rad Marvin Minsky-a koji je u tom periodu konstruisao neuroračunar pod imenom Snark (1951). Frank Rosenblatt je zaslužan za otkriće jednoslojne neuronske mreže, zvane perceptron. Ovaj računar je mogao uspešno da podešava težinske koeficijente, međutim ovaj računar nije postigao značajnije praktične rezultate. Tek krajem pedesetih godina (1957-1958), Frank Rosenblatt i Charles Wightman sa svojim saradnicima su uspeli da razviju računar pod nazivom Mark I koji predstavlja prvi neuroračunar. Nešto posle Rosenblatta, Bernard Widrow je sa svojim studentima (najpoznatiji je Ted Hoff, kasnije tvorac mikroprocesora) razradio novi tip “neurona” - ADALINE (ADAptivini LINearni Element, prenosna funkcija f(x)=x) i odgovarajući zakon učenja.

U periodu od 1950-tih do ranih 1960-tih godina napisano je nekoliko knjiga i osnovano nekoliko kompanija koje se bave neuroračunarima. Međutim, sredinom 1960-tih godina došlo je do zastoja zbog dva očigledna problema:

· Prvo, većina istraživača je prišla problemu sa kvalitativne i eksperimentalne strane, zanemarujući analitički pristup.

· Drugo, početni entuzijazam je bio toliko jak da su uveliko publikovana predviđanja da nas od veštačkog mozga deli samo nekoliko godina istraživanja. Ovakav zanos je dalje diskreditovao ovu oblast i odbio veliki broj istraživača. Mnogi od ovih ljudi su napustili neuroračunarstvo i prešli u srodna polja. 

Sredinom 1960-ih godina je pristup rešavanja problema neuronskih mreža okarakterisan kao pogrešan, nakon što Marvin Minsky i Seyour Papert u knjizi “Perceptrons” objavljuju matematički dokaz da jednoslojna neuronska mreža “Perceptron” ne može da nauči funkciju XOR, uz pretpostavku da dodavanjem više slojeva neurona taj problem neće biti prevaziđen. Tačno je da neuron nije u stanju da izvede pomenutu funkciju, ali za iole složeniju mrežu od nekoliko neurona to predstavlja veoma jednostavan zadatak. Njihov dokaz je diskreditovao istraživanja neuronskih mreža, a finansiranja su preusmerena na druge oblasti veštačke inteligencije. 

U periodu između 1967. do 1982. godine pojavljuju se istraživači koji daju značajan doprinos razvoju ove oblasti kao što su Teuvo Kohonen, Kunihiko Fukushima i Stephnen Grossberg. Naročito se istakao Teuvo Kohonen, koji je otkrio nekoliko tipova neuronskih mreža koje su po njemu dobile naziv. U ovom periodu se pojavio i backpropagation algoritam. U radu na ovom algoritmu su se posebno istakli sledeći naučnici: Amari (1967.) dodaje unutrašnje slojeve perceptronskoj mreži, Bryson i Ho (1969.) razvijaju algoritam sličan backpropagation algoritmu, Werbos (1974) nezavisno od prethodnika razvija backpropagation algoritam, a Parker (1982) unapređuje backpropagation algoritam. Početkom 80-ih, američka vojna agencija DARPA (Agencija za odbrambene istraživačke projekte) postala je zainteresovana za neuronske mreže i finansiranja su ponovo započela. Sredinom 80-tih, poznati fizičar John Hopfield dao je veliki doprinos popularizaciji neuronskih mreža, objavljujući rad u kome je napravio paralelu između neuronskih mreža i određenih fizičkih sistema. Početkom devedesetih, Bart Kosko u knjizi “Neural Networks and Fuzzy Systems” dokazuje da neuronske mreže i fuzzy logika opisuju isti skup problema i samim tim otvara novu oblast koja se naziva soft computing. 

Rumenel, Hinton i Williams (1986) dokazuju veliku primenljivost i potencijal backpropagation algoritma. Krajem 80-tih i početkom 90-tih, neuronske mreže i neuro računarstvo se uvodi kao predmet na nekoliko elitnih univerziteta u SAD, dok se danas neuronske mreže gotovo mogu sresti na svim univerzitetima. Iako su neuronske mreže imale neobičnu istoriju, one su još uvek u ranoj fazi razvoja. Možda se sad može reći da smo na kraju početka. Danas neuronske mreže nalaze veoma širok spektar primena u različitim praktičnim oblastima. 

Vrste neuronskih mreža

Postoje dve kategorije neuronskih mreža: veštačke i biološke neuronske mreže. Predstavnik bioloških neuronskih mreža je nervni sistem živih bića. Veštačke neuronske mreže su po strukturi, funkciji i obradi informacija slične biološkim neuronskim mrežama, ali se radi o veštačkim tvorevinama. Neuronska mreža u računarskim naukama predstavlja veoma povezanu mrežu elemenata koji obrađuju podatke. One su sposobne da izađu na kraj sa problemima koji se tradicionalnim pristupom teško rešavaju, kao što su govor i prepoznavanje oblika. Jedna od važnijih osobina neuronskih mreža je njihova sposobnost da uče na ograničenom skupu primera. 

U ovom radu, kada se govori o neuronskim mrežama, misli se prvenstveno na “veštačke neuronske mreže” (engleski termin Artificial Neural Networks skraćeno ANN), zbog toga što se uglavnom govori o modelima neuronskih mreža (skraćeno NM), realizovanim na računarima. U stručnoj literaturi, nije redak slučaj da se izostavlja reč “veštačke” iako se misli na njih. Biološke neuronske mreže su daleko komplikovanije od svojih matematičkih modela koji se koriste za veštačke neuronske mreže. NM predstavljaju sistem sastavljen od veoma velikog broja jednostavnih elemenata za obradu podataka. Ovakvi sistemi su sposobni za prikupljanje, memorisanje i korišćenje eksperimentalnog znanja. Ne postoji jedinstvena definicija neuronskih mreža. Međutim, većina ljudi bi neuronske mreže definisala na sledeći način: 

Neuronska mreža je sistem sastavljen od više jednostavnih procesora (jedinica, neurona), svaki od njih ima lokalnu memoriju u kojoj pamti podatke koje obrađuje. Te jedinice su povezane komunikacionim kanalima (vezama). Podaci koji se ovim kanalima razmenjuju su obično numerički. Jedinice obrađuju samo svoje lokalne podatke i ulaze koje primaju preko konekcije. Ograničenja lokalnih operatora se mogu otkloniti tokom treninga. 

Veliki broj neuronskih mreža su nastale kao modeli bioloških neuronskih mreža. Istorijski gledano, inspiracija za razvoj neuronskih mreža proizilazi iz želje da se konstruiše veštački sistem sposoban za izračunavanje na sličan način kao što to ljudski mozak izvodi. Potencijalno, neuronske mreže nam pružaju mogućnost za razumevanje rada ljudskog mozga. 

Veštačke neuronske mreže su kolekcija matematičkih modela koji simuliraju neke od posmatranih osobina bioloških nervnih sistema i povlače sličnosti sa prilagodljivim biološkim učenjem. Sačinjene su od velikog broja međusobno povezanih neurona (obrađujućih elemenata) koji su, slično biološkim neuronima, povezani svojim vezama koje sadrže propusne (težinske) koeficijente, koje su po ulozi slične sinapsama. 

Učenje se kod bioloških sistema obavlja putem regulisanja sinaptičkih veza koje povezuju aksone i dendrite neurona. Učenje tipičnih događaja putem primera se ostvaruje preko treninga ili otkrića do tačnih setova podataka ulaza-izlaza koji treniraju algoritam ponavljanjem podešavajući propusne (težinske) koeficijente veza (sinapse). Ove veze memorišu znanje neophodno za rešavanje specifičnog problema. 

Većina neuronskih mreža ima neku vrstu pravila za “obučavanje”, čime se koeficijenti veza između neurona podešavaju na osnovu ulaznih podataka. Drugim rečima, neuronske mreže “uče” preko primera i poseduju sposobnost za generalizaciju posle treninga. 

Veliki potencijal neuronskih mreža se nalazi u mogućnosti paralelne obrade podataka, tokom izračunavanja komponenti koje su nezavisne jedne od drugih. Neuronske mreže su sistemi sastavljeni od više jednostavnih elemenata (neurona) koji obrađuju podatke paralelno. Funkcije koje su neuronske mreže u stanju da obrađuju određene su strukturom mreže, jačinom konekcije a obrada podataka se izvodi u neuronima. Svaki elemenat operiše samo lokalnim informacijama. Svaki elemenat radi asinhrono. 

Iako neuronske mreže postoje od 1940-tih godina, one nisu imale značajniju praktičnu primenu sve do 1980-tih, kada su algoritmi postali dovoljno prefinjeni za opštu upotrebu (aplikacije). Danas se neuronske mreže primenjuju za rešavanje sve većeg broja svakodnevnih problema sa značajnom kompleksnošću. U programiranju se mogu koristiti kao “generator” koji je u stanju da vrši različita prepoznanja i klasifikacije i koji ima sposobnost da izvrši generalizaciju prilikom odlučivanja pri nepreciznim ulaznim podacima. Neuronske mreže nude idealno rešenje za rešavanje problema za koje ne postoji algoritamsko rešenje. Pokazuju dobre rezultate prilikom predviđanja i modelovanja sistema gde fizički procesi nisu jasni ili su veoma kompleksni. Prednost neuronskih mreža leži u visokoj elastičnosti prema poremećajima u ulaznim podacima i u sposobnosti da uči. Neuronska mreža često uspešno rešava probleme koji su previše kompleksni za konvencionalne tehnologije (na primer, problem koji nema algoritamsko rešenje ili za koji je algoritam previše komplikovan da bi bio pronađen) i one su često dobra pratnja problemima koje ljudi rešavaju.  

Model veštačkog neurona

Veštački neuroni, kao i biološki, imaju jednostavnu strukturu i imaju slične funkcije kao i biološki neuroni. Telo neurona se naziva čvor ili jedinica. 

Veštački neuron je jednostavni element procesiranja, koji izvršava jednostavnu matematičku funkciju. Ulazne vrednosti u neuron prikazane su sa 
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 ukupan broj ulaza u neuron. Svaka ulazna vrednost se prvo množi težinskim koeficijentom 
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 redni broj neurona u neuronskoj mreži. Ovako pomnožene vrednosti se zatim sabiraju i dobija se vrednost 
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Ova se vrednost koristi kao ulaz u nelinearnu funkciju 
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, koja zavisi od parametra 
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[image: image56.wmf]q

 oduzima od 
[image: image57.wmf]i

p

 i pri tom se njihova razlika koristi kao ulaz u nelinearnu funkciju 
[image: image58.wmf]s

. Tako se dobija vrednost izlaza 
[image: image59.wmf]i

 - tog neurona:
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Veštačke neuronske mreže imaju paralelnu distribuiranu arhitekturu sa velikim brojem čvorova i veza. Svakoj vezi izmedju dva čvora pridružena je težinski koeficijent.

Nelinearna funkcija 
[image: image61.wmf]s

može da se javi u više oblika. Neke od veoma korišćenih funkcija prikazane su na Sl. 17.



Sl. 16 Model veštačkog neurona
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Sl. 17 Neke od prenosnih funkcija neurona

Od vrednosti parametra 
[image: image62.wmf]q

zavisi izlaz funkcije neurona 
[image: image63.wmf]s

tako što se vrednost funkcije 
[image: image64.wmf]s

menja na vrednost 1 ako suma vrednosti ulaznih veličina premaši prag aktivacije. Tada se, obično kaže, da je neuron aktivan. 

Vrednosti težinskih faktora 
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 mogu da se menjaju tj. prilagodjavaju ulaznim i izlaznim podacima kako bi se postigla minimalna greška u odnosu na zadate podatke. Ovaj proces prilagodjavanja težinskih faktora se naziva učenjem tj. treniranjem neuronske mreže.
Model neuronske mreže

Neuronsku mrežu čine: 

· arhitektura (topologija) mreže, odnosno način povezivanja neurona

· prenosna funkcija neurona

· zakoni učenja

Arhitekturu veštačke neuronske mreže predstavlja specifično uređenje i povezivanje neurona u obliku mreže. Po arhitekturi, neuronske mreže se razlikuju prema broju neuronskih slojeva. U praksi se najčešće primenjuju Multi – Layer mreže. Topologija neuronske mreže odnosi se na njenu strukturu i povezanost neurona.

Obično svaki sloj prima izlazne podatke iz prethodnog sloja, a svoje izlaze šalje narednom sloju. Prvi sloj se naziva ulazni, poslednji je izlazni, ostali slojevi se obično nazivaju skrivenim slojevima. Jedna od najčešćih arhitektura neuronskih mreža je mreža sa tri sloja.

Struktura mreže je odredjena brojem nivoa i brojem čvorova po nivou. Postoje tri nivoa:

· ulazni nivo, čiji neuroni predstavljaju ulazne jedinice mreže i koji prilagodjavaju uzorak za procesiranje u mreži

· skriveni nivo, čiji čvorovi predstavljaju skrivene jedinice mreže i obezbedjuju nelinearnost mreže

· izlazni nivo, sa izlaznim neuronima, koji kodiraju moguće vrednosti i pridružuju ih uzorku posle analize

Kao i njen biološki uzor, veštačka neuronska mreža nije sposobna da reaguje na osnovu prethodno definisane strukture mreže na njoj nepoznati problem. Neuronska mreža mora da se obuči. Obučavanje se vrši na osnovu konačnog broja poznatih veza izmedju ulaznih i izlaznih podataka. Za neuronsku mrežu se kaže da je potpuno obučena tj. trenirana kada je odgovor mreže na ulazni podatak pri obučavanju u odnosu na očekivani izlaz u željenim granicama odgovarajuće tolerancije greške.

[image: image66.png]



Sl. 18 Višeslojna neuronska mreža

Učenje NM se svodi na učenje iz primera kojih bi trebalo da bude što više da bi mreža mogla da se ponaša preciznije u kasnijoj eksploataciji. Proces učenja dovodi do korigovanja sinaptičkih težina. Kada uzorci koji se predstavljaju mreži ne dovode više do promene ovih koeficijenata, smatra se da je mreža obučena. Postoje tri tipa obučavanja: 

· nadgledano obučavanje - mreži se predstavljaju ulazni podaci i očekivani izlazni podaci 

· obučavanje ocenjivanjem - mreži se ne predstavljaju očekivani izlazni podaci nego joj se posle izvesnog vremena predstavlja ocena prethodnog rada. Jedan od primera je mreža koja uči da balansira štap. Kad god štap padne, mreži se prosleđuje ocena prethodnog rada, na primer, u obliku ugaonog odstupanja štapa od ravnoteže.

· samoorganizacija - mreži se predstavljaju isključivo ulazi

Aktivacione funkcije

Aktivacione funkcije neurona na skrivenim slojevima su potrebne da bi mreža bila u stanju da nauči nelinearne funkcije. Bez nelinearnosti, neuroni skrivenih slojeva ne bi imali veće mogućnosti od obične perceptronske mreže (koja se sastoji samo od ulaza i izlaza). Kombinovanjem linearnih funkcija se ponovo dobija linearna funkcija. Zbog toga se na izlazu neurona nalazi aktivaciona funkcija koja je najčešće nelinearna. Ova nelinearnost čini mreže sa više slojeva naročito sposobnim. Kao nelinearna funkcija može da se koristi bilo koja od funkcija, mada se za backpropagation algoritam najčešće koriste sigmoidne funkcije kao što su logaritamska, arcustangens ili gausova funkcija. 

Za neurone na izlaznom sloju se mogu birati aktivacione funkcije koje odgovaraju raspodeli ciljnih vrednosti. Granične aktivacione funkcije, kakva je logaritamska, naročito su korisne kada su ciljne vrednosti ograničene. Ali ako ciljne vrednosti nemaju ograničene vrednosti, bolje je da se koristi aktivaciona funkcija koja nije ograničena. Ako su ciljne vrednosti pozitivne ali nemaju gornju granicu, najbolje je koristiti eksponencijalnu aktivacionu funkciju. 

[image: image67.png]EX]





Sl. 19 Jedan vid aktivacione funkcije

Težinski koeficijenti

Sinapse kojima biološki neuroni regulišu prohodnost određene putanje između aksona i dendrita, kod veštačkih neurona se ostvaruju preko prilagodljivih težinskih koeficijenata  (engleski weight) ili težina veza. Kada se na ulaz neurona dovedu neke vrednosti i pomnože težinskim koeficijentima, dobijaju se ulazni podaci. Zbir ulaznih vrednosti neurona pomnoženih sa odgovarajućim težinskim koeficijentima se propušta kroz aktivacionu funkciju i ta vrednost predstavlja izlaz iz neurona. Iako neuroni imaju prilično jednostavne (linearne) funkcije, kada se povežu u višeslojnu mrežu, u stanju su da obrade veoma složene (nelinearne) funkcije. 

Prirodni neuroni su znatno komplikovaniji od veštačkih. Iako su veštački neuroni, znatno brži od prirodnih, visok stepen međusobne povezanosti, njihov ogroman broj i još veći broj veza između njih, čine biološke neuro sisteme nedostižnim za današnju tehnologiju i nepotpuno razumljivim za današnju nauku. Uz to, mala je verovatnoća da će principijelna šema stotine milijardi veza biti za dogledno vreme analizirana. Šta više, mi još uvek ne znamo kako da protumačimo težinske koeficijente čak i u mrežama od samo nekoliko neurona. 

Obučavanje neuronskih mreža

U svim biološkim neuronskim mrežama veze između pojedinačnog dendrita i aksona mogu biti pojačane ili oslabljene. Na primer, veze mogu postati pojačane ako se više signala šalje kroz njih, ili mogu biti oslabljene ako se signali ređe šalju kroz njih. Pojačavanje određenog neuralnog prolaza, ili veze između dendrita i aksona, rezultuje u povećanoj verovatnoći da će signal biti prenesen kroz tu putanju, daljim pojačavanjem tog puta. Putevi između neurona koji su retko korišteni polako nestaju, ili se smanjuju, praveći manju verovatnoću da će signal biti prenesen kroz njih. 

Slična situacija se pojavljuje i kod veštačkih neurona. Podaci iz trening skupa se periodično propuštaju kroz NM. Dobijene vrednosti na izlazu mreže se upoređuju sa očekivanim. Ukoliko postoji razlika između dobijenih i očekivanih podataka, prave se modifikacije na vezama između neurona u cilju smanjivanja razlike trenutnog i željenog izlaza. Ulazno ‑ izlazni skup se ponovo predstavlja mreži zbog daljih podešavanja težina, pošto u prvih nekoliko koraka mreža obično daje pogrešan rezultat. Posle podešavanja težina puta za sve ulazno izlazne šeme u trening skupu, mreža nauči da reaguje na željeni način. 

NM je obučena ako može tačno da rešava zadatke za koje je obučavana. NM je sposobna da izdvoji važne osobine i šeme u klasi trening primera. Nakon obučavanja sa određenom verovatnoćom, NM može da generalizuje nove ulazne podatke za koje nije obučavana.

Najčešće korišten algoritam za obučavanje NM je backpropagation, razvijen nezavisno od strane naučnika: Paul Werbos (1974), David Parker (1984/1985), i David Rumelhart, Ronald Williams, i drugih (1985). Backpropagation uči šeme poredeći izlaz neuronske mreže sa željenim izlazom i računa greške za svaki čvor u mreži. Neuronska mreža podešava težine veza prema vrednostima greške dodeljenim za svaki čvor. Izračunavanje počinje od izlaznog sloja, preko skrivenih slojeva, prema ulaznom sloju. Nakon modifikacije parametara, na mrežu se dovode novi ulazi. Obučavanje se prekida tek kada mreža bude u stanju da daje izlaze sa zadovoljavajućom tačnošću.

Realizacija neuronskih mreža

Neuronska mreža se može realizovati na dva načina: hardverski i softverski.

Hardverska realizacija: Veštački neuroni su fizički međusobno povezani, oponašajući veze između bioloških neurona. Neuroni se realizuju kao jednostavna integrisana kola. 

Softverska realizacija: NM se obično simuliraju na tradicionalnim računarima, u kojima je veza između čvorova logička (virtualna). 

Svaki od ovih načina realizacije NM ima svoje prednosti kao i mane. Prednost hardverske realizacije je to što može da koristi mogućnost paralelnog procesiranja informacija ukoliko se svakom neuronu u mreži dodeli po jedan procesor. Prednost softverske realizacije NM na standardnom PC računaru je u tome što se lakše uspostavljaju (i kasnije menjaju) veze između pojedinih neurona u mreži. U praksi se softverska realizacija koristi za testiranje, a konkretna realizacija koja se primenjuje u praksi može biti realizovana i hardverski čime se dobija na brzini.

Podela neuronskih mreža

Postoji veliki broj različitih realizacija neuronskih mreža, a samim tim postoji i mnogo podela (Sl. 20). NM možemo klasifikovati prema : 

· broju slojeva, 

· vrsti veza između neurona, 

· vrsti obučavanja neuronskih mreža, 

· prema smeru prostiranja informacija, 

· prema vrsti podataka. 

Podela neuronskih mreža prema broju slojeva 

Postoji veliki broj različitih tipova NM. Jedna od najopštijih podela NM je prema broju slojeva. Mreže možemo podeliti na: 

· jednoslojne i 

· višeslojne. 

Danas se uglavnom izučavaju i primenjuju višeslojne NM koje pored ulaznih i izlaznih slojeva sadrže neurone na srednjim (skrivenim) slojevima. 

Podela NM prema vrsti veza 

NM se mogu podeliti prema vrstama veza tj. arhitekturi na:

· slojevite: Neuroni su raspoređeni tako da formiraju slojeve. Na ulaz jednog neurona se dovode izlazi svih neurona sa prethodnog sloja, a njegov izlaz se vodi na ulaze svih neurona na narednom sloju. Neuroni sa prvog (ulaznog) sloja imaju samo po jedan ulaz. Izlazi neurona sa zadnjeg (izlaznog) sloja predstavljaju izlaze mreže. Predstavnik: backpropagation algoritam. 

· potpuno povezane: Izlaz jednog neurona se vodi ka ulazu svih neurona u mreži. Predstavnik: Hopfildova NM. 

· celularne: Međusobno su povezani samo susedni neuroni. Bez obzira na lokalnu povezanost, signali se prostiru i na neurone i van susedstva zbog indirektnog prostiranja informacija. Predstavnik: CNN – Cellular Neural Network. 

Podela prema vrsti obučavanja neuronskih mreža 

Postoje tri različita pristupa obučavanju neuronskih mreža:

Nadgledano obučavanje - Supervised training

Tokom obučavanja mreže, algoritam koji nadzire obučavanje (supervisor) upoređuje podatke dobivene na izlazu sa očekivanim podacima. Razlika između dobivenih i očekivanih podataka se šalje proceduri za učenje, koja koriguje težinske koeficijente mreže. Kontrolisan trening je sličan studentu koga profesor vodi u učenju, ukazuje na greške i propuste i usmerava ka željenom cilju. Predstavnici: perceptron, backpropagation algoritam. 

Delimično nadgledano obučavanje

Delimično nadgledano učenje radi na principu da mreža uči samostalno, a povremeno dobija ocenu prethodnog rada. Primer ovakve mreže je mreža koja balansira štap. Dok je štap uspravan sve je u redu, ali kada štap padne, mreža treba da koriguje ponašanje da bi štap ostao uspravan.

Nenadgledano obučavanje - Unsupervised training 

U nenadgledanom učenju mreža je nezavisna. Pri obučavanju se predstavljaju samo ulazni podaci koje NM pokušava da generalizuje i “uoči” zajedničke osobine. Predstavnik: Kohonenove samoorganizujuće mape. 

Podela NM prema smeru prostiranja informacija

NM se mogu podeliti prema smeru prostiranja informacija kroz mrežu: 

Feedforward (nerekurzivne, nerekurentne ili nepovratne) - Viši slojevi ne vraćaju informaciju u niže slojeve. Vrše prostiranje signala samo u jednom smeru (od ulaza prema izlazu) odnosno propagaciju signala.Predstavnici: Višeslojni perceptron sa primenjenim backpropagation algoritmom. 

Feedback (rekurzivne  ili rekurentne ili povratne) - Viši slojevi vraćaju informacije nazad u niže slojeve. Izlaz iz neurona se vraća u niže slojeve ili u isti sloj. Predstavnici: Hopfildove, Celularne NM,  Kohonenove NM, dvostruko asocijativne NM. Feedback mreže imaju mnogo veće procesne sposobnosti od Feedforward mreža. 

Podela NM prema vrsti podataka

Prema vrsti podataka koje obrađuju NM se mogu podeliti na: 

· analogne i 

· diskretne. 

Ova podela se retko koristi pošto su gotovo sve NM diskretne. 

Vrste NM prema vrsti učenja i pravcu prostiranja

1. NENADGLEDANO UČENJE 

A) Feedback mreže 

1. Aditivna Grossbergova - Additive Grossberg (AG) 

2. Grossbergova sa odlaganjem - Shunting Grossberg (SG) 

3. Teorija binarne adaptivne rezonancije - Binary Adaptive Resonance Theory (ART1) 

4. Teorija analogne adaptivne rezonancije - Analog Adaptive Resonance Theory (ART2, ART2a) 

5. Diskretna Hopfildova - Discrete Hopfield (DH) 

6. Kontinualna Hopfildova - Continuous Hopfield (CH) 

7. Diskretna bidirekciona asocijativna memorija - Discrete Bidirectional Associative Memory (BAM) 

8. Privremena asocijativna memorija - Temporal Associative Memory (TAM) 

9. Adaptivna bidirekciona asocijativna memorija - Adaptive Bidirectional Associative Memory (ABAM) 

10. Kohenove samoorganizujuće mape - Kohonen Self-organizing Map/Topology-preserving map (SOM/TPM) 

11. Kompetitivno učenje - Competitive learning 
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Sl. 20 Jedan tip podele veštačkih neuronskih mreža

B) Feedforward - mreže: 

1. Matrice sa mogućnošću učenja- Learning Matrix (LM) 

2. Pobuđeno-primorano učenje - Driver-Reinforcement Learning (DR) 

3. Linearna asocijativna memorija - Linear Associative Memory (LAM) 

4. Optimalna linearna asocijativna memorija - Optimal Linear Associative Memory (OLAM) 

5. Slabo raspoređena distribuirana asocijativna memorija - Sparse Distributed Associative Memory (SDM) 

6. Fuzzy ascocijativna memorija - Fuzzy Associative Memory (FAM) 

7. Counterpropagation (CPN)

2. NADGLEDANO UČENJE 

A) Feedback mreže 

1. Brain-State-in-a-Box (BSB) 

2. Fuzzy kongitivne mape - Fuzzy Congitive Map (FCM) 

3. Bolcmanova mašina - Boltzmann Machine (BM) 

4. Mean Field Annealing (MFT) 

5. Rekurzivno kaskadno povezivanje - Recurrent Cascade Correlation (RCC)

6. Povratna propagacija kroz vreme - Backpropagation through time (BPTT)

7. Povratno učenje u realnom vremenu - Real-time recurrent learning (RTRL) 

8. Recurrent Extended Kalman Filter (EKF) 

B) Feedforward-mreže:

1. Perceptron

2. Adaline, Madaline

3. Backpropagation (BP)

4. Košijeva mašina - Cauchy Machine (CM)

5. Adaptivni heuristički kriterijum - Adaptive Heuristic Critic (AHC)

6. NM sa vremenskim zadržavanjem - Time Delay Neural Network (TDNN)

7. Asocijativno nagrađivanje - Associative Reward Penalty (ARP)

8. Avalanche Matched Filter (AMF)

9. Backpercolation (Perc)

10. Artmap

11. Adaptivne logičke mreže - Adaptive Logic Network (ALN)

12. Kaskadne veze- Cascade Correlation (CasCor)

13. Prošireni Kalman-ov filter - Extended Kalman Filter(EKF)

14. Kvantizacija vektora učenja - Learning Vector Quantization (LVQ)

15. NM zasnovane na verovatnoći- Probabilistic Neural Network (PNN)

16. Opšte regresione NM - General Regression Neural Network (GRNN)

Mogućnosti neuronskih mreža

Teoretski se NM mogu obučiti za izračunavanje svake izračunljive funkcije. One mogu uraditi sve što može normalan digitalan računar da uradi.

Međutim u praksi, NM najbolje rezultate pokazuju na području klasifikacije, funkcije aproksimacije, na problemima mapiranja čija je tolerancija neprecizna, na problemima koji imaju dosta dostupnih podataka za trening ili na problemima koji zahtevaju brzu primenu odgovarajućeg pravila u zavisnosti od ulaznih podataka. Isto tako mapiranje vektora između prostora može se aproksimirati precizno putem NM. NM ne mogu da stvore informaciju koju ne sadrže trening podaci.

Načini implementacije neuronskih mreža

Neuronske mreže su obično simulirane na tradicionalnim računarima. Prednost ovog pristupa je u tome što se računari mogu lako reprogramirati da promene arhitekturu ili pravilo učenja simulirane neuronske mreže. Računanje u neuronskoj mreži je uglavnom paralelno, tako da brzina obrade simulirane neuronske mreže može biti znatno uvećana korišćenjem paralelnih procesora. 

NM i klasično programiranje mogu se posmatrati kao fundamentalno različiti, ali komplementarni prilazi obradi informacija. Neuronske mreže su zasnovane na transformacijama, dok je programiranje zasnovano na algoritmima i pravilima.

adaptivni neuro fazi sistem zaključivanja
Veštačke neuronske mreže postižu dobre rezultate u radu sa eksperimentalnim podacima, ali imaju dva nedostatka:

· interpretabilnost rešenja je mala,

· nemogućnost rada sa nepreciznim informacijama.

Fazi logika, sa svoje strane, ima tu mogućnost da radi sa nepreciznim informacijama, ali ne može, samostalno, da generiše pravila kojima se te informacije obradjuju.

Iz navedenih razloga, formirani su novi, hibridni, modeli koji predstavljaju proširenje fazi logike i modela veštačkih neuronskih mreža.

MAPI neuron

Ovo je priširenje veštačkog neurona sa sposobnošću obrade fazi, tj. nepreciznih informacija. Proces fazi zaključivanja se obavlja u četiri etape:

1. Matching – prepoznavanje eksperimentalnih podataka i uporedjivanje sa osnovnim modelima iz baze podataka

2. Aggregation – redukcija broja promenljivih zasnovana na trougaonim normama

3. Projection – projekcija ulaza na izlaz, tj. uporedjivanje nepreciznih i tačnih informacija o proučavanom objektu tj. problemu

4. Inverse Matching and Deffuzification – inverzno prepoznavanje i defazifikacija na osnovu MAPI neuronskih veza.

Iz navedenih, originalnih naziva etapa, potiče naziv MAPI neurona.

Neuro – fazi sistemi

Postoji više vrsti neuro – fazi sistema:

· Konkurenti neuro – fazi sistemi

· Kooperativni neuro – fazi sistemi

· Hibridni neuro – fazi sistemi

Konkurenti NFS su realizovani na više različitih načina. Neki od njih neuronskom mrežom koriguju izlazne rezultate fazi sistema zaključivanja (Sl 21), a drugi koriguju ulazne podatke u fazi sistem zaključivanja (Sl. 22).



Sl 21 Korekcija izlaznih rezultata neuronskom mrežom



Sl. 22 Korekcija ulaznih rezultata neuronskom mrežom

Kooperativni neuro – fazi sistemi: zadatak postojeće neuronske mreže je podešavanje parametara fazi sistema i njegovo brzo prilagodjavanje proučavanom problemu. Neuronska mreža se, obično, koristi za podešavanje oblika funkcija pripadnosti fazi skupova, parametara fazi pravila, težinskih koeficijenata i drugih neophodnih parametara.

Hibridni neuro – fazi sistemi čine modernu klasu ovih sistema. Neuronska mreža i fazi sistem čine homogenu strukturu. Ovakve sisteme možemo, uslovno, shvatiti kao neuronsku mrežu koja se karakteriše fazi parametrima. Ovakvu vrstu arhitekture imaju, već široko korišćene, adaptivne neuro – fazi mreže, tj. ANFIS.

ANFIS

Osnovna ideja ove neuro – adaptivne tehnike učenja je veoma jednostavna. Ove tehnike se zasnivaju na metodama fazi modeliranja i učenja na osnovu zadatog skupa podataka. Izračunavanje parametara funkcija pripadnosti se odvija tako da odgovarajući fazi sistem zaključivanja (FIS) najbolje, tj. sa najmanjom greškom, odgovara zadatim parovima ulazno – izlaznih podataka. Ovaj metod učenja je sličan metodu učenja neuronskih mreža. 

Naziv ANFIS je akronim i potiče iz imena Adaptive Neuro-Fuzzy Inference System. Koristeći zadati ulazno/izlazni skup podataka, ANFIS formira fazi sistem zaključivanja (FIS) kod kojeg su parametri funkcija članica podešavani koristeći algoritam povratne propagacije ili u kombinaciji sa metodom najmanje kvadratne greške. Ovakav pristup omogućava da fazi sistem uči na osnovu podataka koje modelira.

FIS struktura i podešavanje parametara

Struktura slična neuronskim mrežama, kojom se preslikava ulaz preko funkcija članica i pridruženih parametara, i zatim, preko izlaznih funkcija članica i njihovih pridruženih parametara na izlaze, može se koristiti za objašnjenje ulazno – izlaznih zakonitosti.

Parametri koji su karakteristični za odgovarajuće funkcije članice menjaju se kroz proces učenja tj. obučavanja. Izračunavanje ovih parametara se, obično, obavlja na osnovu vektora gradijenta, koji predstavlja meru tačnosti preslikavanja fazi sistema zaključivanja ulaznog skupa u izlazni skup podataka za zadati skup proveravanih parametara.

Hibridni algoritam obučavanja ANFIS sastoji se od dva segmenta:

· metod povratne propagacije (backpropagation algorithm), kojim se, rekurzivno od izlaznog sloja ka ulaznim slojevima odredjuju greške promenljivih.

· metod najmanjih kvadrata za odredjivanje optimalnog skupa posledičnih parametara.

Poznavanje eksperimentalih podataka

Pristup modeliranju koji koristi ANFIS je sličan mnogim identifikacionim tehnikama.

· Prvo, postavlja se hipoteza strukture modela sa parametrima povezujuci ulazne funkcije članice sa pravilima koje ih preslikavaju na izlazne funkcije članice.

· Drugo, sastavlja se skup ulazno ‑ izlaznih podataka u formi koja će biti korišćena za obučavanje ANFIS modela.

· Treće, vrši se treniranje FIS modela koji će biti u stanju da, na osnovu podataka za obučavanje, generiše pravilan izlaz, modifikujući parametre funkcija članica a u skladu sa izabranim kriterijumom greške.

U opštem slučaju, ovakav način modeliranja je pogodan ako su podaci za obučavanje u potpunosti reprezentativni za sve osobine koje FIS treba da ima. U praksi to nije uvek tako, naprotiv. U nekim slučajevima, podaci koji se koriste za obučavanje sadrže, u manjoj ili većoj meri, greške merenja, tako da podaci nisu u potpunosti reprezentativnog karaktera za sve osobine koje treba da sadrži model. Zato treba izvršiti proveru modela podacima za testiranje.

Provera modela koristeći skup podataka za testiranje

Provera modela je proces kada se FIS modelu, kao ulaz, dovede vektor iz skupa podataka sa kojim on nije obučavan, da bi se proučilo koliko tačno FIS model predvidja izlazni skup vrednosti. Drugi tip provere FIS modela je provera matematičke tačnosti. Ako se FIS modelu, kao skup podataka za testiranje, dovede vektor iz skupa podataka koji su služili za obučavanje, potrebno je da se dobije izlazni vektor bude sa minimalnom greškom.

Jedan od problema prilikom provere modela, kada su modeli formirani koristeći adaptivne tehnike, je izbor skupa podataka tako da se on dovoljno razlikuje od podataka koji su korišćeni prilikom obučavanja a da kvalitetno predstavlja onaj skup vrednosti i problema koji FIS model treba da reši. Ako postoji dovoljno veliki skup prethodno arhiviranih eksperimentalnih podataka, tada se sve neophodne reprezentativne osobine, najverovatnije, već nalaze pred nama. U suprotnom, kada skup izmerenih podataka sadrži i nepotrebne, nereprezentativne elemente, moguće je da i skup podataka za testiranje ne sadrži sve neophodne osobine sistema koji se želi modelirati.

Hibridni sistemi – sprezanje neuro i fazi sistema

Stepen sprezanja izmedju neuronskih mreža i fazi sistema zaključivanja se razlikuje od modela do modela hibridnog sistema. U literaturi [58] pominju se sledeći modeli sprezanja:

Posebna upotreba neuronskih mreža ili fazi logike u zavisnosti od postavljenog problema (Sl. 23)
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Sl. 23 Nezavisna upotreba neuro i fazi sistema
Paralelna upotreba neuronskih mreža i fazi logike (Sl. 24, Sl. 25)
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Sl. 24 Paralelna upotreba neuro i fazi sistema bez korekcije
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Sl. 25 Paralelna upotreba neuro i fazi sistema sa korekcijom

· Redna veza:

· neuronska mreža, i nakon toga, fazi pravila zaključivanja (Sl. 26) ili
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Sl. 26 Redna veza neuro i fazi sistema

· fazi pravila zaključivanja, pa zatim, neuronska mreža (Sl. 27)
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Sl. 27 Redna veza fazi i neuro sistema

· Fazi pravila sa sposobnošću obučavanja (kao kod neuronskih mreža)

· Ulazno – izlazni segmenti su fazi moduli (Sl. 28) a izmedju njih se nalazi neuronska mreža 
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Sl. 28 Fazi ulaz i fazi izlaz u neuronskoj mreži

· Neuronska mreža čija je struktura zasnovana na fazi pravilima (Sl. 29)
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Sl. 29 Deo neuronske mreže čine fazi pravila

· Fazi sistem zaključivanja kod kojeg je jedan segment zamenjen neuronskom mrežom (Sl. 30)
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Sl. 30 Ulaz i izlaz fazi sistema čini neuronska mreža 

· Neuronska mreža kod koje je jedan segment predstavljen fazi sistemom zaključivanja (Sl. 31)
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Sl. 31 Jedan deo strukture neuronske mreže je fazi sistem

Stepen medjusobne povezanosti, tj. integracije fazi sistema i neuronskih mreža, u okviru hibridnog sistema, raste posmatrajući navedene primere od Sl. 23, Sl. 24, Sl. 25, Sl. 26, Sl. 27, Sl. 28, Sl. 29, Sl. 30 do Sl. 31
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